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Model neuronalny 24-godzinowego jednoczesnego 
zapotrzebowania na moc z wyprzedzeniem dobowym w KSE 

 
 

Streszczenie. Przedstawiono model neuronalny prognozowania 24-godzinnego zapotrzebowania dobowego na moc elektrycznŃ w KSE z 
wyprzedzeniem dobowym. Wykorzystano dane rzeczywiste o strukturze 48 wejŜĺ oraz 24 wyjŜĺ. Uzyskane wyniki poddano badanym symulacyjnym 
oraz prognostycznym, a takŨe komparatystycznym w odniesieniu do wynik·w otrzymywanych z innych rodzaj·w modeli. 

 
Abstract. A neural model for forecasting 24-hour daily demand for electrical power in the National Power System with a daily advance is presented. 
Real data with a structure of 48 inputs and 24 outputs are used. The obtained results are subjected to simulation and prognostic tests, as well as 
comparative tests in relation to the results obtained from other types of models. (Neural model of 24-hour simultaneous power demand with 
daily advance in the National Power System) 
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Wstňp 
W ostatnich latach podejmowane są badania w zakresie 

poszukiwania nowych, bardziej efektywnych i skutecznych 
metod prognozowania zapotrzebowania na moc  
elektryczną. Do nowych metod zaliczane są poza metodami 
analitycznymi [1-3] przede wszystkim metody sztucznej 
inteligencji takie jak metody uczenia neuralnego, metody 
uczenia rozmytego, metody hybrydowe uczenia 
neuronalno-rozmytego oraz metody uczenia maszynowego 
[3-11]. Uzyskiwane modele są dalej wykorzystywane do 
przeprowadzania badań prognostycznych.  
Wśród modeli uczenia maszynowego dominują modele 

oparte na regresyjnych metodach uczenia maszynowego, 
nazywanych modelami identyfikacyjnymi, które 
wykorzystują często szeregi czasowe [1-3]. Także wśród 
modeli neuronalnych, rozmytych oraz neuronalno-
rozmytych można odnotować w literaturze przedmiotu 
metodologię wykorzystującą logikę szeregów czasowych 
prowadzącą do uzyskiwania modeli systemów 
prognozowania mocy elektrycznej [4-9].  
Należy zauważyć, że możliwe jest też inne ujęcie 

problematyki uzyskiwania modelu systemu prognozowania 
zapotrzebowania na moc i energię elektryczną. Można np. 
wykorzystać metodologię teorii sterowania i systemów [12-
16] i uzyskać modele typu Multi Input Milti Output (MIMO) 
[10-16]. Otrzymane w ten sposób modele systemu są 
modelami wejściowo-wyjściowymi, gdzie za wielkości 
wyjściowe można przyjąć godzinowe (lub w związku z 
ostatnią zmianą systemu notowania - wielkości 15-
minutowe) strumienie dobowe zapotrzebowania na moc, a 
za wielkości wejściowe inne wielkości dotyczące 
funkcjonowania KSE takie jak godzinowe sumaryczne 
generacje JWCD oraz nJWCD opóźnione o jedną dobę w 
stosunku do wielkości wyjściowych (lub analogicznie do 
wielkości wyjściowych 15- minutowe) [10-11, 14, 16-21].  
Przyjmując dalej sztuczne sieci neuronowe jako metodę 

modelowania [22-27] oraz wybierając jako narzędzie 
modelowania - środowisko MATLAB-a i Simulink-a z 
biblioteką m-plików pn. Deep Learning Toolbox [11, 22, 28] 
to można wówczas uzyskać model neuronowy systemu 
zapotrzebowania na moc elektryczną zarówno w postaci 
modelu matematycznego jak też modelu obiektowego z 
możliwością wykorzystania go np. w Simulinku. Algorytm 
tworzenia Sztucznej Sieci Neuronowej (SSN) związany jest 
z wieloma działaniami projektowymi i programistycznymi. 
Są to po pierwsze miedzy innymi: wybór par uczących, a 

więc par wielkości wejściowych i związanych z nimi 
wielkości wyjściowych, podział pliku uczącego na pliki 
Uczący, testujący i walidacyjny, dobór do eksperymentu 
badawczego architektury SSN i jej parametrów, a więc 
ustalenie liczby warstw SSN oraz liczby neuronów w 
poszczególnych warstwach, a także sposobu powiazań 
występujących pomiędzy neuronami, w tym z przypisaniem 
im odpowiednich parametrów takich jak wagi i biasy oraz 
funkcje aktywacji neuronów, itp.  
Drugim takim etapem projektowania jest także dobór do 

eksperymentu modelowania metody uczenia, co ma 
prowadzić do uczenia SSN z wykorzystaniem par uczących 
zgodnie z zadaną miarą jakości uczenia, itp. W tym 
zakresie ustala się tez m.in. szybkość uczenia, miarę 
dokładności uczenia, sposób zapominania, sposób 
bezwładności uczenia, itp., przy czym wówczas proces 
uczenia jest powtarzany tak długo, aż miara jakości uczenia 
SSN zostanie spełniona, to jest uzyskamy oczekiwany 
stopień dokładności modelu neuralnego [15-16, 22, 23, 25-
27, 29-30].  

 
Polityka energetyczna do roku 2040 w zakresie 
zapotrzebowania na moc 

Dotychczas opracowano wiele różnych metod oceny 
stanu zapotrzebowania na moc elektryczną, które wskazują 
na stosunkowo dużą zmianę w strukturze wytwarzania 
mocy i energii elektrycznej w Polsce w perspektywie do 
roku 2040, co tym bardziej wskazuję na konieczność 
bardziej precyzyjnego prognozowania zapotrzebowania na 
moc elektryczną [19, 31-33].  

Zmiany zachodzące w strukturze wytwarzania dotyczą 
przede wszystkim wzrostu mocy osiągalnej źródeł 
wytwarzania od wartości 47.3 GW w 2015 r. i 46 GW w 
2018 r. do wartości odpowiedniej w roku: 2030 - 59 GW 
(wzrost o ok. 58%) i do 72 GW w 2040 r. (wzrost o ok. 
93%). Ważny w tym względzie jest stopniowy wzrost w 
bilansie mocy udziału źródeł odnawialnych z 18% w 2015 r. 
do ok. 40% w 2030 r. i 50% w 2040 r., na co ma z powodu 
przyrostu mocy fotowoltaicznych oraz mocy wiatrowych.  
Warto tutaj zauważyć, że w strukturze mocy 

wytwórczych pomiędzy 2030 r. a 2035 r. ma pojawić się 
pierwszy blok jądrowy o mocy 1–1,6 GW, a w odstępach 2–
3 lat uruchamiane mają być kolejne bloki o sumarycznej 
mocy zainstalowanej w KSE ok. 6–9 GW. 
Ponadto założono też wzrost mocy zainstalowanej 

magazynów energii, ale także poziom mocy wynikającej z 
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instrumentów zarządzania popytem, tzw. DSR (ang. 
Demand Side Response), co wynika z wdrażania 
inteligentnych sieci, wzrostu świadomości odbiorców energii 
elektrycznej oraz spodziewanego wzrostu popularyzacji 
agregatorów.  

Ponadto przewidywane jest zmniejszenie mocy 
zainstalowanej w jednostek systemowych zasilanych 
paliwami węglowymi, zwłaszcza po 2030 r., co może 
doprowadzić do sytuacji, że udział w mocy elektrycznej 
zainstalowanej jednostek opalanych węglem kamiennym i 
brunatnym ulegnie redukcji z ok. 70% w 2015 r. do 40% w 
2030 r. oraz do 19% w 2040 r. [31-33].  

 
Model neuronalny systemu zapotrzebowania na moc 
elektrycznŃ w KSE dla roku 2023 

Za zbudowaniem modelu neuralnego zapotrzebowania 
na moc elektryczną przemawiają zwłaszcza oczekiwania 
praktyki gospodarczej m.in. w związku z wzrostem w 
niespotykanym dotychczas tempie automatyzacji  systemu 
elektroenergetycznego, w tym w zakresie jego elastyczności 
funkcjonowania i rozwoju [16, 34] z jednej strony oraz często 
nie do końca przewidywalnej zmiany procesu kształtowania 
się zapotrzebowania na moc z drugiej strony [35]. 
Dla celów eksperymentów badawczych dane liczbowe 

zostały pozyskane ze strony internetowej Polskich Sieci 
Elektroenergetycznych S.A. (PSE) [20], które były 
rejestrowane o każdej godzinie doby w okresie od 
01.01.2023 r. do 31.12.2023 r.  i dotyczyły m.in.:  

- wolumenu wyprodukowanej energii elektrycznej (ee) 
[MWh] przez jednostki wytwórcze centralnie 
dysponowane (JWCD), które podlegają nadzorowi 
Operatora Systemu Przesyłowego (OSP);  

- wolumenu wyprodukowanej ee [MWh] przez jednostki 
wytwórcze nie będące jednostkami wytwórczymi 
centralnie dysponowanymi (nJWCD), które nie podlegają 
nadzorowi systemu OSP;  

- krajowego zapotrzebowania na moc (KZNM) [MW] 
wykorzystaną przez wszystkich uczestników Krajowego 
Systemu Elektroenergetycznego (KSE).   
Dane liczbowe z roku 2023 poddano najpierw 

przygotowaniu do uczenia SSN, a m.in. założono 
występowanie jednakowej i powtarzającej się liczbę godzin 
w dobowych raportach, uodparniając eksperyment na 
zmianę czasu z letniego na zimowy i odwrotnie z zimowego 
na letni1. Następnie dla potrzeb uczenia, testowania oraz 
walidacji SSN dane zostały znormalizowane na drodze 
podzielenia poszczególnych wartości liczbowych dla danej 
godziny doby  przez sumy wynikające ze wszystkich dni dla 
poszczególnych odrębnie godzin doby.  
Dobór architektury oraz metody uczenia Perceptronowej 

SSN jako modelu systemu KZNM przeprowadzono z 
wykorzystaniem narzędzia Neural Network Fitting 
dostępnego w bibliotece MATLAB Deep Learning Toolbox. 
Na drodze eksperymentalnej do uczenia SSN dobrano 70% 
par uczących (255 par), a do walidacji i testowania po15% 
par uczących (po 55 par).  
W wyniku procesu uczenia metodą Lavenberga-

Marqiuida (LM) otrzymano błąd MSE o przebiegi jak na 
rysunku 1, którego wartość początkowa wynosiła 1,57∙10-6, 
a wartość końcowa, to jest po zatrzymaniu uczenia po ośmiu 
epokach, wyniosła 4,9205∙10 -8. Warto dodać, że zarówno 
błąd testowania wynoszący 5,4422∙10-8, jak też błąd 
walidacji wynoszący 5,5786∙10-8 były zdecydowanie 

 
1 W tym względzie wyznaczono  wartości liczbowe dla godziny 2:00 
poprzez obliczenie średnich dla sum wartości dla godziny 1:00 i 
godziny 3:00 w przypadku zmiany czasu zimowego na letni oraz 
wyznaczenie godziny 2:00 oraz ponownej godziny 2:00 (tzw. godz. 
2A:00) w przypadku zmiany czasu letniego na czas zimowy. 

niewielkie i co więcej otrzymano spadek błędu MSE po 8 
epokach o cztery rzędy wielkości niższy. Podstawowe 
wyzyskane wyniki jakości uczenia SSN modelu neuralnego 
systemu pokazano na rysunku 2.  
Warto ponadto zauważyć, że dla zaistniałej sytuacji 

uzyskano stosunkowo wysokie wskaźniki determinacji 
wynoszące odpowiednio dla procesu: uczenia – 0,8517, 
walidacji – 0,8263, testowania – 0,8205 oraz ogólny w 
wysokości 0,84423 (rys. 3).  

 

 
Rys. 1. Przebieg błędu MSE podczas uczenia, walidacji i 
testowania Perceptronowej SSN jako modelu systemu 
zapotrzebowania na moc w KSE dla danych z 2023 r. Źródło: 
Opracowanie własne w środowiska MATLAB i Simulink z 
wykorzystaniem Deep learning Toolboxa [22, 36]. 

 

Rys. 2. Podsumowanie uzyskanych wyników badań dotyczących 
modelu neuralnego sstemu zapotzrebowania na moc elektryczną w 
KSE dla danych z 2023 r. Źródło: Opracowanie własne w 
środowisku MATLAB i Simulink z wykorzystaniem Deep learning 
Toolboxa [22-36]. 

 
Rys. 3. Przebiegi wskaźnika determinacji ppodczas uczenia, 
walidacji i testowania Perceptronowej SSN uczonej modelu 
neuralnego systemu zapotrzebowania na moc elektryczną w KSE 
w 2023 r. Źródło: Opracowanie własne w środowisku MATLAB i 
Simulink z wykorzystaniem Deep Learning Toolboxa [22, 36]. 
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Tak jak w systemu zapotrzebowania na moc elektryczną 
tak też w modelu systemu na wyjściu generowane jest 
zapotrzebowanie na moc w kolejnych godzinach doby w 
zależności od posiadanej wiedzy dotyczącej ee 
generowanej przez jednostki JWCD oraz jednostki nJWCD. 
W celu sprawdzenie dokładności modelu systemu KZNM na 
rysunku 4 pokazano przykład  pomiaru błędu MAPE (Ang. 
Mean Absolute Percentage Error) o godz. 6:00 w badanym 
roku 2023 r. W przypadku porównania zapotrzebowania 
zarejestrowanego dla godz. 6:00 z zapotrzebowaniem 
wygenerowanych przez SSN (prognozą) uzyskano błąd 
MAPE, którego przebieg dla miesiąca stycznia roku 2024 
zamieszczono na rys. 9. Można zauważyć, że błąd MAPE w 
poszczególnych dniach był różny, a jego przebieg zmieniał 
się od wartości 2,84% do wartości na koniec stycznia w 
wysokości 2,97%, co wskazuje na wysoką jakość 
uzyskanego modelu neuralnego do prognozowania 
zapotrzebowania mocy w KSE. 

 

Rys. 4. Poglądowy model symulacyjny systemu zapotrzebowania na 
moc elektryczną w KSE w 2023 r. Oznaczenia w tekście. Źródło: 
Opracowanie własne z wykorzystaniem Simulinka [22, 36]. 

 

 

Rys. 5. Przebieg zmian błędu MAPE pomiędzy zarejestrowanym w 
KSE zapotrzebowaniem na moc w styczniu 2024 r. a 
zapotrzebowaniem prognostycznym wygenerowanym przez 
Perceptronową SSN dla godz. 6:00 w poszczególnych dniach 
stycznia 2024 r. Oznaczenia: Oś X – dni stycznia 2024 r., Oś Y – 
błąd MAPE w [%]. Źródło: Opracowanie własne z wykorzystaniem 
Simulinka [22, 36]. 

Dyskusja uzyskanych wynik·w badaŒ w odniesieniu do 
stanu literatury przedmiotu 

W literaturze przedmiotu w zakresie dotyczącym 
uzyskiwania modeli neuronalnych podsystemów 
funkcjonujących w ramach systemu KSE do porównywania 
jakości modeli najczęściej wykorzystywany jest błąd MAPE.  

Dostępne opublikowane modele systemów znacznie 
różnią się pomiędzy sobą [1-11, 35], stąd też istnieją 
trudności w jednoznacznym ich porównaniu między sobą, 
gdyż: 

- opublikowane modele z reguły bazują na seriach 
danych dotyczących zarejestrowanego zapotrzebowania na 
moc elektryczną, nawet jeżeli są one budowane jako modele 
neuronalne, 

- stosowane są różne zakresy danych 
wykorzystywanych do budowy modeli, od danych 
mierzonych w minutach, poprzez godziny, dni, miesiące, aż 
do lat, 

- w praktyce stosowane są różne długości 
horyzontów dotyczących okresu prognozowania na 
uzyskanych modelach, od jednego dnia, jednego tygodnia, 
aż po kilka lat, itp. 
Z wymienionych względów wybrano dwie różne prace 

najbardziej zbliżone do publikowanych w niniejszym artykule 
wyników badań, jedną dotyczącą modeli regresyjnych [1], a 
drugą dotyczącą modeli neuronalnych [6].  
Otóż w artykule [1] autorzy do prognozowania 15-

minutowego szczytowego zapotrzebowania na moc 
elektryczną wykorzystali metodę najmniejszych kwadratów 
(regresję liniową) i opracowali model bazujący na serii 
danych z 13 lat (2002-2014) w dwóch rozwiązaniach, to jest 
bez podziału na dni tygodnia i święta oraz przy 
zastosowaniu takiego podziału.  
Prognozę uzyskiwano dla następnej doby wykorzystując 

wielomiany drugiego oraz wielomiany stopnia. W przypadku 
wielomianu drugiego stopnia najniższe wartości błędu MAPE 
odnotowano dla wtorków, śród i czwartków w wysokości 
odpowiednio: 2,78%, 2,83% i 2,89%, a w przypadku 
wielomianu trzeciego stopnia odpowiednio: 2,73%, 2,76% i 
2,81%. 

W drugiej pracy [6] autorzy do prognozowania 
zapotrzebowania mocy elektrycznej w KSE z horyzontem 
dobowym wykorzystali zespół sztucznych sieci neuronowych 
(MLP, SVM, RBF) i uczyli je modelu neuralnego systemu na 
danych z lat 2014-2017 (1 461 dni) z podziałem na dni 
powszednie i weekendowe oraz z uwzględniłem pór roku.  
Uzyskane rozwiązanie było na dobrą sprawę modelem 

neuronalnym hybrydowym, w którym Autorzy stosując 
sztuczne sieci neuronowe zadbali o wykorzystanie dwóch 
metod normalizacji, to jest metodę wykorzystującą 
odniesienie do każdej wartości do odpowiedniej wartości 
maksymalnej w poszczególnych godzinach doby oraz 
według odchylenia standardowego i wartości średniej.  
Horyzont badań predykcyjnych ustalili natomiast na moc 

elektryczną w okresie 24 godzin dnia następnego po okresie 
wykorzystanych danych do uczenia modelu hybrydowego 
neuralnego przy uwzględnieniu zapotrzebowania z dnia 
poprzedniego, typu dnia i pory roku.  
Przyjęte SSN do modelu hybrydowego  były następujące 

[6]:  
1) Perceptronowa SSN (tzw. MLP), którą uczono 

algorytmem LM z sigmoidalną funkcja aktywacji neuronów 
w warstwach ukrytych oraz liniową funkcją aktywacji 
neuronów w warstwie wyjściowej o strukturze SSN w 
układzie warstw: 27-12-6-24, a więc SSN z 27 wiekkościami 
wejściowymi oraz z 24 wielkościami wyjściowymi 
godzinowymi, a więc z uzyskiwaniem  prognozy 
zapotrzebowania na na moc na kolejnych wyjsciach ze SSN 
dotyczących kolejnych godzin doby, 
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2) 24 SSN typu RBF (po jednej dla każdej godziny) 
uczone algorytmem OLS Grama-Schmidta z wykorzystanie 
parametru funkcji gausowskiej ϭ=0.8, 

3) 24 SSN typu SVM (po jednej dla każdej godziny 
doby) z jądrem gaussowskim w postaci funkcji 
ekspotencjalnej o wspólczynniku γγwsplczynniku 
regularyzacji C=1500 oraz z tolerancją błędu ε. 
W wyniku zespołowego działania tych trzech sztucznych 

sieci neuronowych (modelu neuralnego hybrydowego) 
uzyskano błąd MAPE w wysokości 1,44% dla prognozy 
dobowej na uczeniu zespołu sieci na danych z lat 2014-
2017.  

Autorzy uzyskali także ciekawe wyniki dla 
poszczególnych miesięcy dla badanego roku 2017, od 
błędu MAPE wynoszącego 0,96% dla miesiąca maja 2017 
r. aż do błędu 2,04% dla miesiąca czerwca 2027 r., przy 
czym średni błąd z wszystkich miesięcy dla zespołu sieci 
wyniósł 1,44%. 
Chociażby w świetle wyżej wymienionych wyników 

badań uzyskany błąd MAPE w prezentowanych w artykule 
badaniach wynoszący 2,94% wskazuje, że badania nad 
modelami MIMO z wykorzystaniem sztucznych sieci 
neuronowych warto kontynuować, gdyż jest to błąd 
uzyskany na jednej SSN uczonej z wykorzystaniem jedynie 
danych liczbowych dotyczących wolumenu ee oraz 
zapotrzebowania na moc z wykorzystaniem danych 
liczbowy roku 2023. 
W przeprowadzonych badaniach zwrócono uwagę, że 

modelowanie neuronalne systemu zapotrzebowania na moc 
elektryczną w KSE w postaci modelu model wejściowo-
wyjściowego (MIMO) jest możliwe. Podjęte badania wiązały 
się m.in. z potrzebą pozyskania odpowiednich danych dla 
potrzeb uczenia modelu Perceptronowej Sztucznej Sieci 
Neuronowej z wykorzystaniem algorytmu Levenberga-
Marquardta.  
Okazało się, że Perceptronowa SSN bardzo dobrze 

nauczyła się modelu systemu zapotrzebowania na moc 
elektryczną w KSE, gdyż uzyskano błąd MSE bardzo niski, 
gdyż wynoszący 4,9205∙10-8, a wskaźnik determinacji 
stosunkowo wysoki, gdyż wynoszący 0,84423.  

Ponadto zbudowano schemat blokowy w Simulinku jako 
model symulacyjny możliwy do wykorzystania w badaniach 
komparatystycznych i prognostycznych.  
Zbadano m.in. średnie bezwzględne błędy procentowe 

(ang. Mean Absolute Percentage Error, MAPE) dla 
wszystkich godzin doby. Odnotowano m.in., że np. dla godz. 
6:00 błąd MAPE dla roku 2023 wyniósł 2,714%, a błąd 
MAPE dla prognozy miesięcznej dla stycznia 2024 r. wyniósł 
2,97%. 
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